
第 4 期
2023 年4 月

电 子 学 报
ACTA ELECTRONICA SINICA

Vol. 51    No.4
Apr.    2023

基于类别扩展的广义零样本图像分类方法
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摘　要：　在传统的零样本图像分类方法中，语义属性通常被用作辅助信息来描述各类别的视觉特征 . 然而，单

一的语义属性并不能对类内多样性的视觉特征进行全面的描述 . 为提高语义属性对类别内部多样性的表示能力，同

时也为了帮助模型提高对各类别的描述能力，本文通过属性自编码器的方式在视觉以及语义空间上对类别进行扩

展 . 此外，为了缓解传统生成性方法因无法直接计算生成空间到真实空间的变换而带来的模型次优解问题，本文采用

了生成流网络作为基础网络，通过可逆变换直接计算两个空间之间的变换来开展对零样本学习任务的研究 . 本文使

用解码器网络将逆生成流网络为测试样本生成的原型特征解耦成视觉原型及语义原型信息，然后根据这两个原型信息

实现将测试样本预分类到可见类集或不可见类集中，最终在这两个子分类空间中根据样本的特点分别进行监督分类和

零样本分类任务以提高模型的整体性能表现 . 本文在五个数据集上通过大量的实验验证了本文所提方法的有效性 .
关键词：　生成流；预分类；广义零样本学习；类扩展

基金项目：　国家自然科学基金（No.61872187，No.62077023，No.62072246）；江苏省自然科学基金（No.BK20201306）
中图分类号：　TP391.4；TP37  　文献标识码：　A  　 文章编号：　0372-2112(2023)04-1068-13
电子学报URL:http://www.ejournal.org.cn　　　 　 DOI:10.12263/DZXB.20220036

Category Expansion Based Generalized Zero-Shot Image Classification

ZHANG Jie1，LIAO Sheng-bin2，ZHANG Hao-feng1，CHEN De-bao3

（1. School of Computer Science and Engineering， Nanjing University of Science and Technology， Nanjing， Jiangsu 210094， China；

2. National Digital Learning Engineering Technology Research Center， Central China Normal University， Wuhan， Hubei 430079， China；

3. School of Computer Science and Technology， Huaibei Normal University， Huaibei， Anhui 235000， China）

Abstract：　In traditional zero-shot image classification methods, semantic attributes are usually used as auxiliary in⁃
formation to describe the visual features of each class. However, a single semantic attribute cannot fully describe the diverse 
visual features within a single class. To improve the ability of semantic attributes to express the diversity within the class, 
and to help the model improve the description ability for each category, we use the semantic auto-encoder to expand the cat⁃
egories in visual and semantic space. In addition, to alleviate the suboptimal solution problem of the model caused by the in⁃
ability to directly calculate the transformation from the generation space to the real space by the traditional generative meth⁃
ods, we employ the generative flow as the basic network in this paper to directly calculate the transformation between the 
two spaces. Furthermore, we exploit the decoder network to decouple the prototype features generated by the inverse genera⁃
tive flow network for the test samples into visual prototypes and semantic prototypes, and then realize the pre-classification 
of the test samples into seen or unseen classes. Finally, in the two sub-classification domains, supervised classification and 
zero-shot classification are performed separately to improve the overall performance. Extensive experiments are conducted 
on five popular datasets to verify the effectiveness of the proposed method.
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1　引言

作为计算机视觉重点任务之一，针对图像识别与

分类的研究也从最初的基于机器学习的传统方法发展

到基于深度学习的方法 . 随着软硬件技术的不断升级

与发展，在有充足标记数据下训练出来的监督分类模

型已经能够媲美人类自身对图像的分类识别能力 . 但
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是对大规模数据集进行监督分类仍存在两个问题 . 首

先，对样本尤其是对那些仅有微小差异的细粒度样本

进行大规模标记是一件成本巨大且对标注人员的专业

知识有着很强要求的事情 . 其次，训练得到的监督模型

无法对新类别进行有效的识别 . 为了解决传统监督分

类模型对缺乏标记样本或新生类别无法进行有效分类

的问题，Larochelle 等［1］提出了一种面向无标记样本的

无监督分类任务——零样本学习（Zero-Shot Learning，
ZSL）. 在该任务的设置下，训练集中不会包含任何测试

集中所存在类别的样本 . 之后，研究者们逐渐注意到

ZSL任务设置中所存在的问题与不足，即测试集中也可

能会出现训练集中的部分类别的样本并由此推广到了

由Chao等［2］提出的更加符合现实场景的广义零样本学

习（Generalized Zero-Shot Learning，GZSL）任务中去 .
为了能对未知的测试集进行识别与分类，研究者

们以各类别的语义属性信息作为辅助信息陆续提出了

大量的非生成性方法 . 例如Lampert等［3］从贝叶斯理论

出发，提出了经典的直接属性预测（Direct Attribute Pre⁃
diction，DAP）与非直接属性预测（Indirect Attribute Pre⁃
diction，IAP）方法，程玉虎等［4］在 DAP 方法的基础上采

用混合属性的方式提出了混合属性DAP方法 . 这些方

法虽然能够在传统的零样本学习任务中取得不错的分

类效果，但是当应用到广义零样本学习任务中时却有

着非常差的性能表现 . 例如 IAP 模型的在 AWA1 数据

集上的分类准确率从 ZSL 任务中的 35.9% 降低到了

GZSL任务中的 4.1%. 造成这一现象的根本原因在于模

型承受了较大的偏置问题，即在可见类（seen classes）上

训练的模型会更加倾向于将不可见类（unseen classes）
分类为可见类 . 为缓解偏置问题，赵鹏等［5］将可见类以

及不可见类在语义空间上的关系迁移到了视觉空间上

来保证模型在训练过程中能够兼顾不可见类的信息，

Bai等［6］选择将语义属性和视觉特征通过对偶判别性自

编码器映射到一个隐空间中，Zhang等［7］则通过推导式

的训练模式将无标签的不可见类样本也送入模型的训

练过程以兼顾不可见类别的相关信息 . 而一系列基于

生成性方法的研究则从为不可见类合成高质量的伪样

本出发来将缺失不可见类样本的零样本分类学习问题

转化为传统的监督分类学习问题［8］.
我们观察到在样本的视觉特征空间中存在一些类

别有着较大类内差异却共享着相同的用于描述视觉特

征的语义属性变量的现象 . 为了帮助模型更好地理解

各类别内的差异，同时也为了缓解语义属性无法描述

类别内部存在的视觉差异的问题，本文对原始数据集

进行了类别扩展 . 首先在视觉空间中采用聚类的方式

对各类别进行再分类，通过将原始的单一类别划分为

若干新类别来减轻类内差异较大的问题 . 接着，为了使

得语义属性向量能够对每一个新的类别进行描述，本

文在原始的语义属性向量上添加对应数量的可学习的

语义噪声数据以构成新的语义属性向量并利用属性自

编码器［9］（Semantic Auto-Encoder，SAE）的方法来学习

这些语义噪声 . 最终使得对于数据集中的每一个类别

来说，都有着充足的语义属性来描述它的视觉特征 .
广泛应用在零样本分类学习中的两种生成性网络

——对抗生成网络［10］（Generative Adversarial Network，
GAN）与变分编码器网络［11］（Variational Auto-Encoder，
VAE）都有着不错的表现 . 然而因为对生成样本空间与

真实样本空间分布的一致性度量是一个计算量很大甚

至不可解的问题，GAN 与 VAE这两种生成性模型分别

利用 Jensen-Shannon 散度来衡量生成样本与真实样本

之间的相似性，以及对一致性度量的下确界函数进行

近似求解的方式来避开对分布变换的直接计算 . 但显

而易见的是，无论是GAN还是VAE的计算方式都是一

种次优解或者说近似解，而这也会对模型的性能带来

一定的影响 . 与这两种方式不同的是，生成流网络模

型［12］（Flow Net）利用可逆函数构造激活函数并通过解

耦技巧简化对模型的计算从而使得精确计算生成样本

空间到真实样本空间的变换成为了可能 . Chen等［13］与
Shen等［14］也注意到了传统生成性方法的次优性并先后

将生成流网络引入到零样本分类学习任务中来 .
本文也使用生成流网络作为基础网络来更好地为

不可见类生成视觉原型与语义属性原型信息 . 并且由

于可见类与不可见类样本之间存在一定的固有差异，

因此当不可见类集中的样本进入生成流模型中后，它

所生成的视觉原型与语义属性原型必然会与由可见类

集中的样本所生成的视觉原型及语义原型信息存在着

一定的差异 . 为了利用这种差异性，本文设计了一个预

分类模块来判断生成流模块所接收的样本是否来自不

可见类从而将测试样本率先划分到可见类集或不可见

类集合中，最终再根据可见类与不可见类样本的特点，

在两个子空间中进行最终的分类任务 .
本文所提方法主要有如下几个创新点 .
（1）为避免模型的次优解问题，本文以生成流网络

为基础提出了一种新的零样本分类学习方法来同时学

习测试样本的视觉原型信息与语义属性原型信息，并

采用一个预分类器模块以这两种原型信息为输入来判

断测试样本的归属集 .
（2）我们注意到在各类别上广泛存在着用单一的

语义属性向量来描述具有较大类内差异的视觉特征的

现象 . 为缓解这一问题，本文在原始的视觉特征空间上

对类别进行了扩充，同时利用自编码器的方法来学习

新的语义属性向量 .
（3）本文在四个通用数据集上进行了大量的实验，
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实验结果表明本文方法在所有数据集上都能取得很好

的分类性能 .
2　相关工作

随着近些年来对零样本学习任务研究的不断深

入，零样本学习在图像分类［15~17］领域受到越来越多的

关注 . 本节将围绕零样本图像分类学习任务介绍一些

近些年的相关工作 .
2. 1　生成性方法

为解决零样本学习中缺少不可见类别的视觉特征

的问题，研究者们基于生成性模型提出了大量方法来

为不可见类别生成高质量的伪样本，进而利用这些伪

样本与真实的可见类样本一起训练一个监督分类模

型，最终使得原始的零样本学习问题成功转变为传统

的监督分类学习任务 . 在零样本学习中，主流的生成性

方法主要基于生成对抗网络和变分编码器器网络，最

近几年基于生成流网络的生成性方法也逐渐吸引到了

研究者们的注意 .
2. 1. 1　基于对抗网络的生成性方法

Xian等［18］开创性地将传统的生成对抗网络引入到

零样本图像分类学习任务中来 . 而为了使得模型能够

生成质量更高的、更具辨别性的伪样本，他们在GAN网

络的判别器上增加了一个分类器分支 . Sariyildiz 等［19］

从提高分类器性能表现的角度出发，通过梯度匹配的

方法强制约束生成器所产生的伪样本的质量与分类器

的性能高度相关，以保证所产生的伪样本能够使得分

类器有着更高的分类表现 . Schönfeld 等［20］所提出的

CADA-VAE方法则通过对齐视觉特征和语义信息的方

式学习到一个包含多模态信息的隐空间，并在隐空间

中完成对样本的分类任务 . 而 Wang 等［21］将每一个类

别表示为一个受到语义属性约束的隐空间，并将这个

隐空间的分布信息作为一个先验知识输入到变分编码

器中学习一个具有高度辨别能力的特征表示 .
2. 1. 2　基于生成流的方法

Shen 等［14］提出了一个名为可逆零样本流（Invert⁃
ible Zero-shot Flow，IZF）的模型，通过将类别语义作为

一种条件约束并利用最大平均差异［22，23］（Maximum 
Mean Discrepancy，MMD）约束调整样本间偏置问题来

提高模型的性能表现 . 而Chen等［13］则采用一系列条件

仿射耦合层组成条件生成流，特别是将扰动注入原始

视觉特征以补充潜在模式，并通过相对于语义锚点的

相对定位来计算全局语义 .
2. 2　基于预分类的方法

随着异常点检测方法［24］的日益成熟，一些基于异

常点检测的预分类方法在零样本任务中也取得了很好

的成绩 . 这些方法从样本本身出发，出于可见类与不可

见类样本之间存在固有差异的事实，在测试阶段首先

对样本进行预分类任务，之后根据各集合中样本的特

点分别进行监督分类或者传统零样本分类任务 . 而由

于这两个待分类空间互为补子空间，基于预分类的方

法在一定程度上也缓解了模型的偏置问题 .
其中 Chen 等［25］将样本分别从原始的视觉特征空

间与语义属性空间中通过 SVAE［26］模型映射到一个超

分球空间中去，并在这个隐空间中完成对测试样本的

预分类操作，之后分别对分类到可见类集以及不可见

类集的样本进行分类 . Atzmon等［27］则通过利用软阈值

函数来实现对测试样本的二分类任务，同时通过在各

模型之间共享信息来提高模型的性能 . Min 等［28］则通

过构建互补的语义无关及语义相关视觉特征，并设计

了一个熵检测器来判断测试样本是否来自可见类集 .
3　方法

本节对本文所提出的基于类别扩展的零样本学习

方 法（Category Expansion Based Generalized Zero-Shot 
Learning，CEBGZSL）的理论及其优化细节做详细的阐

述 . 而为了能够便于理解，在正式介绍方法模型之前，

先将对泛化零样本分类学习的任务设置以及将涉及的

相关变量的定义及其含义进行解释说明 . 同时也在图1
中形象化的展示了CEBGZSL方法 . 如图1所示，在类别

扩展阶段，本文以“吉娃娃”类为例展示了在视觉空间X

上根据视觉差异将吉娃娃类扩展为三种类别并通过属

性自编码器在语义空间
-
A上学习到多样性语义属性的

过程 . 在训练阶段中，本文通过编码器 En 将各类别的

视觉原型以及语义原型映射为一个联合原型，并利用

正向生成流网络 f将该联合原型变换到由视觉特征经

过高斯混合模型 GMM 得到的视觉空间上 . 同时，一个

解码器De又将联合原型解耦回样本的视觉原型 P͂及语

义原型 A͂. 而在分类阶段中，测试样本经过逆生成流网

络 f -1产生伪联合原型，并进一步通过De产生该测试样

本的合成视觉原型 P͂u 及合成语义原型 A͂u，接着利用这

两个原型计算出相应的得分并产生加权得分V，最终根

据阈值 t 的大小决定使用哪种分类器为该样本进行

分类 .
3. 1　问题描述与变量定义

设数据集 T 是一个含有 C + U 个不同类别的数

据集 . 其子集 Ts 由 C 种可见类样本所构成，子集 Tu

是由 U 种不可见类样本所构成，且两个子集互补，

即 Ts È Tu = T 及 Ts Ç Tu =Æ. 对 可 见 类 集 合 Ts =

{( x i yi ayi ) |x i Î X ns ´ d yi Î {12C}ayi
Î AC ´ k}，它 包

含了C种类别的 ns 个样本 . 集合中的第 i个样本的x i表

示该样本的一个 d维视觉特征向量 . 设 yi 为第 i个样本
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的类别标签，则对于每一个样本所属类别来说还存

在着一个描述其视觉特征的 k 维语义属性向量 ayi
.

同样，对于包含 U 个类别共 nu 个样本的不可见类集

合，有 Tu = {x u
i y

u
i a

u
yu

i
}，其中，x u

i ÎX nu ´ d
u yu

i Î {C + 1C +

2C +U}au
i ÎAU ´ k

u ，且 x u
i 表示该集合中第 i 个样本

的 d维视觉特征向量，yu
i 表示第 i个样本的类别标签，au

yu
i

表示第 i个样本所属类别的 k维语义属性信息 .
对于广义零样本学习分类任务而言，本文在训练

阶段仅能够获得可见类类别集合 Ts 以及不可见类集合

中的类别语义属性信息 Au，而本文的目标则是希望在

训练阶段中所得到的模型能够尽可能准确地将 XÈXu

分类到C +U维的类别空间中 .
3. 2　类扩展阶段

从 3.1节的变量定义中可以看出，对于每一个类别

来说，仅有一个 k维的语义属性向量用来描述该类所有

样本的视觉特征向量 . 但是从现实场景出发，单一的语

义属性可能无法完整地描述这个类别的视觉特征，例

如对于狗这个类别来说，巴哥和藏獒有着巨大的视觉

差异 . 这种不充分的描述也将影响模型对各类别的描

述能力，因此本文希望在每个类别上获得更多的语义

属性向量来多样性地表达各类别在视觉空间上的

差异 .
为了达到上述目的，本文首先从视觉特征空间出

发，通过K-means［29］聚类的方法将原始的单一类别划分

为Ｎ个新类别，对于N数值的选择，将在 4.2节中给出 .
同时为了有足够的语义属性来描述这 N 个新类别，本

文为原始的语义属性向量添加了N个可学习的随机高

斯噪声来构建这 N 个新类别的语义属性向量 . 设 P 为

C ´N 个 d 维的视觉原型向量，S 表示 C ´N 个 k 维的可

学习随机高斯噪声，
-
A表示对A的每一行复制N次后得

到的 (C ´Nk )维语义属性 . 此外，为了行文的简洁性，

在不引起混淆的情况下不区分
-
A与A. 最后采用一个属

性自编码器来学习这个 S，具体的损失函数如式（1）
所示：

Latt =  P - A͂W
2

+ λ PW T - A͂
2

（1）
其中，A͂ =A + S，WÎRk ´ d 表示一个从语义属性空间到

视觉特征空间的映射函数，Rk ´ d 表示一个 k ´ d 维的实

数空间，λ为一个超参数， • 则表示为一个F范数 .
接下来对式（1）进行优化以求解语义噪声信息 S，

并以此为基础对不可见类进行类别的扩展 . 容易知道

式（1）同时关于变量 S以及W是不可导的，但是对它们

单独来说是一个可导函数 . 因此本文将采用固定变量

的方式对这两个参数进行迭代优化求解 .
首先固定变量 S为常量，则有式（1）关于变量W的

偏导：
¶Latt

¶W
= -2A͂T P + 2A͂T A͂W + 2λWPT P - 2λA͂T P （2）

令式（2）为零，可以得到：

A͂T A͂W + λWPT P = (1 + λ) A͂T P （3）
式（3）是一个经典的 Sylvester方程［30］，它有着如下

所示的解析解：

图1　基于类别扩展的泛化零样本学习方法流程图
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vec[W ] = (Ed⊗ A͂T A͂ + λPT P⊗Ek ) -1

vec[ (1 + λ) A͂T P ]
（4）

其中，vec[•]表示对矩阵的列向量的堆叠，Ed 与Ek 分别

表示 d ´ d 维和 k ´ k 维的单位矩阵，⊗表示一个 Kro⁃
necker内积 .

接下来，固定变量 W 为常量，则可以得到式（1）关

于S的偏导如下所示：
¶Latt

¶S
=AWW T + SWW T - PW T + λA + λS - λPW T    （5）

令式（5）为零并进行简单的化简可以得到：

      S (WW T + λEs ) = (1 + λ) PW T -AW W T - λA

Þ S = (1 + λ) PW T(WW T + λEs ) -1
-A

    （6）
其中，Es表示一个 k ´ k维的单位矩阵 .

由于不可见类与可见类有着相同的语义属性空

间，因此本文可以在语义空间中为每一个不可见类别

找到一个与其最为相似的可见类别，并将在该可见类

别上学到的语义属性噪声施加到这个不可见类别上

来，从而完成对不可见类别在语义空间上的类别扩

展 . 为此本文将在原始的语义属性空间上计算第 i个

不可见类别与全体可见类别之间的语义相似度的最

大值：

Ii = arg max
j

Simi (a j a
u
i ) （7）

其中，j = {12C}，Simi (··)表示一个相似度计算函

数，本文使用余弦相似度函数来实现对语义相似度的

计算 .
通过式（7）将找到与不可见类最相似的可见类别 .

另设 a͂u
i ÎRN ´ k 表示为对第 i个不可见类进行扩展后的

N个类别的语义属性向量，则有

a͂u
i =

-
a

u
i +

-
S Ii

（8）
其 中 ，

-
a

u
i 表 示 对 au

i 进 行 N 次 堆 叠 ，而
-
S Ii

=

é
ë
S( )Ii - 1 ´N + 1

S( )Ii - 1 ´N + 2
SIi ´N

ù
û
. 最终将会得到扩展后

的不可见类的语义属性向量矩阵 A͂u ÎR( )U ´Nk .
3. 3　训练阶段

在这一节中，本文以生成流网络为基础来学习样

本原型和视觉特征之间的映射关系 . 由于生成流网络

是具有可逆性的，这约束了它的输入及输出必须具有

相同维度，因此本文还利用了编码器网络将样本的视

觉特征原型以及语义属性原型映射到一个与样本视觉

特征相同维度的原型空间中，之后再去寻找从该原型

空间到视觉特征空间的变换关系 . 设En是一个编码器

网络，De是一个解码器网络，则有

Lae =


 


[ ]PA͂

T

-De ( )En ( )PA͂Z （9）

其中，Z表示一个高斯噪声 . 在通过En获得样本的原型

变量后，本文将进一步学习一个模型 ρ来将该原型变量

映射到样本的真实视觉空间中去，然后通过最小化如

下负对数似然函数对该模型进行优化：

L flow = -∑
i = 1

ns

ρ (En |
|( )Pyi

a͂yi
z x i ) （10）

其中，Pyi
表示第 i 个样本所对应的视觉原型特征，

zÎN (01)表示为一个多维高斯噪声 . 设 f表示一个可

逆变换并利用该函数将En所输出的原型变量映射到视

觉特征空间上，有 q i = f (En (Pyi
a͂yi

z ) )，其中，变量 q i 的

密度函数 ρ (q i|x )约束于样本的视觉特征，则根据变量

替换理论可以得到：

log ρ (En (Pyi
a͂yi

z ) |x i)
= log ρ (q i|x i) + log

æ

è

ç

ç
ç
çç
ç
ç

ç
|

|

|

|
|
||
|

|

|
det ( dq i

d
En ( )Pyi

a͂yi
z ) ||||||||||öø÷÷÷÷÷÷÷÷ （11）

根据式（11）可以将式（10）改写为

L flow = log

æ

è

ç

ç
ç
çç
ç
ç

ç
|

|

|

|
|
||
|

|

|
det ( dq i

d
En ( )Pyi

a͂yi
z ) ||||||||||öø÷÷÷÷÷÷÷÷ -∑

i = 1

ns

log ρ ( f (q i) |x i)  （12）

式（12）的优化关键在于对变换 f的选择上，通常来

说我们需要保证对式（12）中第二项的计算足够简便并

同时确保计算其逆变换的便捷性 . 特别的是，如果变换

f的雅可比行列式是一个上三角行列式，式（12）中的第

二项将会简化为对行列式中对角线上的元素进行连

乘 . 由于在本文所提方法中不涉及对生成流网络的结

构进行创新性的设计，因此本文不对生成流模块的网

络结构以及变换函数的选择做过多的赘述，该网络模

块的具体实现细节可以参考文献［12，31］.
而为了保证由 f 所生成的伪样本能够更好地表示

真实样本以帮助逆生成过程产生更真实的原型信息，

进一步对p i做了如下所示约束：

L re =  p i - x i （13）
可以得到最终的损失函数：

L =Lae + α1Lflow + α2Lre （14）
其中，参数α1与α2用于平衡式（14）的各个组成部分 .
3. 4　分类阶段

3. 4. 1　预分类阶段

出于对可见类与不可见类别样本之间存在固有差

异的考量，同时也为了能够缓解模型的偏置问题，本文

利用预分类模块将测试集样本首先划分到可见类集合

或不可见类集合中去 . 当完成对 3.3节中所述的生成流

模型的训练后，本文将利用其逆变换为测试样本生成
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伪原型变量，之后再利用解码器De将该伪原型变量解

构为测试样本的伪语义原型与伪视觉原型 . 当模型接

收到测试样本Xu时，有

Âu P̂u =De ( f -1( Xu ) ) （15）
其中，Âu 与 P̂u 分别表示为测试样本生成的语义属性原

型与视觉特征原型 .
接下来，本文将分别计算测试样本的生成语义及

生成视觉原型与可见类集中各类别的语义属性以及视

觉原型之间的最大相似度得分，并将它们分别作为该

测试样本在语义空间和视觉空间上的得分：

Vatt =max (Simi ( Âu S ) )
Vpro =max (Simi ( P̂u P ) ) （16）

其中，Vatt表示测试集样本的生成语义原型与可见类的语

义属性原型之间的最大相似度得分，Vpro则表示测试样本

的生成视觉原型与可见类的视觉原型之间的最大相似度

得分，max (·)函数返回了测试样本的得分最大值 .
由于视觉特征和语义属性对样本有着不同的辨识

度，因此为了能够更好地区分可见类与不可见类样本，

本文采用Vatt与Vpro的加权得分作为最终的样本相似度

得分 . 对于测试集样本，其加权得分为

V = aVatt + (1 - a)Vpro （17）
其中，加权系数 aÎ [01]，而Vatt与Vpro 均是通过余弦相

似度函数计算得到的，因此其取值范围也均属于区间

[01]，由此可知VÎ [01].
出于同属于可见类集的样本将会有着更高的相似

度得分的直观认识，在通过式（17）得到加权相似度得

分V后，本文将选定一个阈值 tÎ (01)来判断测试样本

的归属问题 . 对于那些加权得分大于阈值 t 的测试样

本，将会把它划分到可见类集中去，否则将其分类到不

可见类集合中去：

ŷi = I (Vi > t ) （18）
其中，I (·)代表着一个指示函数，当( )· 为真时，其值为1，
反之为 0，即当 ŷi == 1时，表示第 i个测试样本被预分类

到可见类集合中，否则将会被分类到不可见类集合

中去 .

3. 4. 2　正式分类阶段

经过式（18）后，完成了对测试样本的预分类处理 .
之后根据可见类集与不可见类集的特点采用不同的分

类器进行分类 . 需要注意的是，本文将在经过类扩展的

数据集上来为这个两个集合分别预训练不同的分类

器 . 但是由于类别扩展不会改变分类器模型的损失函

数或者优化过程，同样也不会改变模型的网络结构，因

此在本文中不再赘述如何训练将使用的 Softmax 分类

器与CLSWGAN分类器 .
由于在训练阶段我们能够关注到可见类样本，因

此对于属于可见类集合中的测试样本，可以为它们在

训练集上预训练一个监督分类模型来进行分类任务 .
本文采用了经典的Softmax分类器：

lab j
u = Softmax ( X j

u )    if    ŷj == 1 （19）
而对于那些预分类到不可见类集中的测试样本而

言，初始的广义零样本问题退化为了传统零样本学习

问题 . 本文采用 CLSWGAN模型来为不可见类集合中

的样本进行分类：

lab j
u =CLSWGAN ( X j

u )    if    ŷj == 0 （20）
结合式（19）与式（20），可以将得到各测试样本最

终的预测标签 y͂i
u为

y͂i
u =

ì
í
î

lab i
s  ŷi == 1

lab i
u  ŷi == 0

（21）

4　实验

在这一节中，首先对广泛应用在泛化零样本分类

学习任务中的四个数据集进行介绍，接着以对比表的

形式报告本文所提方法与近些年来的一些经典方法在

泛化零样本分类任务中的性能表现，此外还将以大量

的实验来验证CEBGZSL方法的有效性 .
4. 1　数据集

在本文的实验中将会使用到两种粗粒度数据集以

及三种细粒度数据集，对于这些数据集的相关信息的

具体描述如下，同时表 1对这些数据集的关键信息也进

行了总结 .
Animal With Attribute（AWA）［3］ 作为一个关于动

物的粗粒度数据集，AWA1 数据集中共包含了 50 种类

表1　各数据集在PS划分方式下的详细信息

数据集

AWA1
AWA2
CUB
SUN
FLO

语义/视觉维度

85/2048
85/2048

312/2048
102/2048

1 024/2048

训练样例数量

19 832         
23 527         

7 057         
10 320         

5 631         

可见/不可见测试样例

5 685/4 958
5 882/7 913
1 440/2 580
7 924/1 483
1 403/1 155

可见/不可见类别

40/10
40/10

150/50
645/102

82/20

属性标注方式

专家标注

专家标注

专家标注

专家标注

Word2Vec
注：表中数据均来自文献[33].
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别共计 30 475个样本 . 其中有 40个类别的样本将作为

可见类参与模型的训练 . 对于每一个类别来说，都有着

一个 85 维的语义属性向量用来描述该类别的视觉

特征 .
Animal with Attribute2（AWA2）［32］ 该数据集与

AWA1数据集在类别分布上一致，它剔除了AWA1数据

集中的一些无版权的图像样本，同时为每一个类别又

添加了一些新的样本图像 .
Caltech-UCSD Bird（CUB）［33］ CUB 数据集是一个

有着 11 788 张鸟类图像的细粒度数据集 . 它由 200 种

不同类别但在视觉上十分接近的类别组成 . 对于每一

个类别而言有着一个 312维的语义属性向量描述其视

觉特征 .
SUN Attribute（SUN）［34］ SUN 数据集同样是一个

细粒度数据集 . 它包含了来自 717 种不同类别的共计

14 340 个关于风景的图像样本，对于每一个类别，有

102维的语义属性向量来描述它的视觉特征 . 对于 SUN
数据集而言，每一个类别平均仅有约 20个样本，这无疑

会使得该数据集在包括图像分类任务在内的各种深度

学习任务中成为一大挑战 .
Oxford Flowers（FLO）［35］ FLO 数据集是一个由 82

种可见类与 20种不可见类所组成的一个花卉集合细粒

度数据集 . 对于每一种类别而言都有着一个 1 024维的

语义属性用来描述它的视觉特征 .
上述各个数据集中的语义属性向量通常可以通过

两种方式获得，分别是基于专家标注的方法［36］和基于

Word2Vec［37］的方法 . 具体而言，基于专家标注的语义

属性获取方法将首先由相关领域专家预定义若干种可

能在所有类别中出现的视觉特征的描述，之后再对各

个类别的描述进行 0-1标注 . 举例来说，对于动物数据

集 AWA1来说，首先由专家定义了 85种可能出现的视

觉特征描述，然后具体到狗这个类别上，在例如“有皮

毛”“有尾巴”等维度上标注为“1”，而在例如“像马的”

“有鳞片的”等维度上标注为“0”. 但是当待标注数据集

是超大型数据集或细粒度数据集时，采用专家标注的

方式将会是一件极其困难的事情 . 此时第二种基于神

经网络的 Word2Vec 方法将是一个性价比极高的语义

属性获取方式 . 对于数据集中的每一个类别，可以使用

它的文本资料（例如维基百科中的相关词条）作为自然

语言处理模型的语料库来自动学习该类别对应的语义

属性向量 .
4. 2　实验参数设置

本节将对文中所涉及的相关变量的取值或选择方

法做进一步的说明 . 对于第3.2节中所提到的类别扩展的

倍数 N，我们在所有数据集上均设置为 3. 对于式（14）
中的参数 α1 与 α2 的选择，在粗粒度数据集上均分别根

据经验设置为0.1与0.001，而在细粒度数据集上则均设

置为 0.001 与 0.01. 对解码器与编码器来说，都表示一

个隐藏层节点数为 4 096，采用 LeakyRelu 激活函数的

感知机网络 . 对于本文的方法模型中所存在的其他超

参数来说，往往不同的取值会给模型带来不同的性能 .
此外对于不同的数据集而言，由于数据本身存在的差

异以及数据在分布上存在的不同而存在着不同的最优

参数，因此本文将采用交叉验证的方式来寻找最优的

参数 . 由于在零样本学习的设置中我们无法得到不可

见类的相关信息，因此依次将部分的可见类视为不可

见类用作验证集 . 具体而言，随机选择 20%的可见类别

视作不可见类用于验证，然后选择那些能够使模型取

得最佳平均实验结果的参数作为最终的模型参数，同

时这些参数也将应用到对不可见类进行分类预测

中去 .
4. 3　广义零样本分类实验

本节在表 2中报告并分析CEBGZSL在广义零样本

分类任务中的性能表现 . 但需注意的是，由于在 GZSL
的设置中模型无法在训练阶段接触到任何不可见类的

视觉特征信息，因此模型会更倾向将属于不可见类的

测试样本分类到可见类中 . 反映到分类准确率上则会

出现模型会更容易得到一个较高的可见类平均分类准

确率Se与一个较低的不可见类平均分类准确率Un. 因

此为了能够更好地反应模型的性能，同时也为了能够

更好地与其他方法进行对比，本文同样遵循了 Xian
等［32］的建议，即使用 Se 与 Un 之间的调和平均准确率

H = 2 ´ Se ´ Un ( )Se +Un 作为最终衡量模型性能的指

标 . 表 2对比报告了 CEBGZSL与一些优秀零样本学习

方法在图像分类任务中的表现 .
从表 2中可以看出本文所提方法在全部数据集上

都能取得更好的分类表现 . 在 AWA1数据集的调和平

均准确率上，有着 66.5% 分类准确率的次优方法 RFF-

GZSL仍比本文方法低 1.7%. 同样，在AWA2数据集上，

CEBGZSL 的性能相对于次优方法 IZF-NBC 提升了 2.8
个百分点，达到了68.7%.

在细粒度数据集CUB，SUN以及 FLO上，CEBGZSL
同样都有着很好的分类效果 . 在 CUB 数据集上，次优

方法RFF-GZSL有着 54.6%的分类表现，低于本文方法

2.6 个百分点 . 在 SUN 数据集上 CEBGZSL 比次优方法

IEF-NBC高出了 2.3个百分点，相比较于表中所列的分

类效果最差的 SZSL 方法提升了 10 个百分点 . 在 FLO
数据集上，本文方法相对于次优方法RFF-GZSL则提高

了2.1个百分点 .
此外，从表 2中还能观察到偏置问题对模型在广义

零样本分类任务中的严重影响 . DUET方法在AWA1以

及AWA2数据集上都有着高达 90%的可见类平均分类
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准确率，在 CUB 数据集上也有着高达 80% 的可见类平

均分类准确率 . 但是因为该方法在不可见类上的表现

较差使得其调和平均分类准确率较低，在 AWA1 数据

集上仅比最差的方法高出了 0.1%. 而造成这一现象的

根本原因在于该方法没有对模型的偏置问题进行处

理，从而造成测试集中的样本更容易被分类到可见类

集中去 . 而 CEBGZSL 从样本出发，使用预分类的方式

缩小待分类样本的分类空间，从而缓解了模型容易误

分不可见类样本到可见类集上的问题，最终使得模型

在可见类与不可见类集上有着更加均衡的性能表现 .
同时，为了更加直观地展示类别扩展方法对本文

模型有着怎么样的影响，进一步通过图 2（a）与图 2（b）
展示了模型在有无类别扩展帮助下对AWA1数据集中

的不可见类样本的分类能力 . 从图 2（a）与图 2（b）的对

比中可以观察到，在两图的正上方、正下方及右下方区

域被错误分类的样本的数量有着明显的减少 . 造成这

一现象的原因在于，当通过类别扩展的方法为每个不

可见类别得到更多的原型样本后，这些原型样本可以

有效地帮助模型识别测试样本的所属类别 .
最后，本文还将利用图 3 展示在 CUB 数据集上不

同的属性标注方式对模型分类性能的影响 . 图 3 中三

组柱状图的左侧反斜线柱体表示基于Word2vec提取的

语义属性下的模型性能表现，右侧砖状柱体则表示模

型基于专家标注下的性能表现 . 正如图 3 所示，由

Word2vec方式提取的属性帮助模型在三组下都取得了

更好地表现 . 造成这一现象的根本原因是由网络提取

到的复杂的语义属性相对于专家标注的语义属性更加

精细，更能有效地区分不同类别之间的细微差别 .
4. 4　消融实验

从第 3节中的方法论可以看出，在原始数据集经过

类别扩展处理之后，本文方法将经过三个主要模块来

完成对模型的训练 . 本节将讨论自编码器模块，流生成

网络模块以及重建模块这三个主要模块对整个模型的

性能影响 . 表 3 展示了各模块在 AWA2 数据集以及

CUB数据集上对模型分类性能的影响 .
从表 3 可以看出，L flow 与L re 对模型的性能在两个

数据集上均有很大影响 . 具体来看，当不使用生成流模

(a) CLSWGAN[18]

(b) CEBGZSL
图2　基于 t-SNE所展示的模型在AWA1数据集上的分类效果

表2　在AWA1，AWA2，CUB，SUN与FLO数据集上的广义零样本分类表现

方法

CLSWGAN[18]

DUET[38]

COSMO[27]

RFF-GZSL[39]

LsrGAN[40]

DRN[41]

OBTL[42]

IZF-NBC[14]

GZSL-DR[43]

CEBGZSL

数据集

AWA1
Se

57.9
90.1

80.0
75.1
74.6
81.4
—

75.2
72.9
75.0

Un
61.4
47.5
52.8
59.8
54.6
50.1
—

57.8
60.7
62.6

H

59.6
62.2
63.6
66.5
63.0
62.1
—

65.4
66.2
68.2

AWA2
Se
—

90.2

—

—

—

85.3
73.4
76.0
80.2
78.3

Un
—

48.2
—

—

—

44.9
59.5
58.1
56.9
61.2

H

—

63.4
—

—

—

58.8
65.7
65.9
66.6
68.7

CUB
Se

43.7
80.1
87.8

56.6
59.1
58.8
59.9
56.3
58.2
60.9

Un
57.7
39.7
44.4
52.6
48.1
46.9
44.8
44.2
51.1
53.3

H

49.7
53.1
50.2
54.6
53.0
52.2
51.3
49.5
54.4
56.9

SUN
Se

42.6
—

37.7
38.6
37.7
—

42.9
50.6

47.6
44.6

Un
36.6
—

44.9
45.7
44.8
—

44.8
44.5
36.6
56.3

H

39.4
—

41.0
41.9
40.9
—

43.8
47.4
41.4
49.7

FLO
Se

59.0
—

81.4
78.2
—

—

—

—

—

90.6

Un
73.8

—

59.6
65.2
—

—

—

—

—

61.3

H

65.6
—

68.8
71.1
—

—

—

—

—

73.2

注：表中其他方法的实验数据均来自对应文献中的实验结果，对于原文中没有的实验数据，使用‘—’进行标注，对于每一列的最大值，使用加粗

标记 .
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块，直接利用自编码器模块完成从样本原型到样本视

觉特征之间的映射，同时约束编码器输出的原型特征

与真实视觉特征是十分接近的时候，模型的分类性能

表现在 AWA2 数据集上下降了约 10%，在 CUB 数据集

上下降了约 6%. 并且当进一步放开对原型特征的约束

即L re 损失时，模型的分类性能将会进一步大幅下降，

在两个数据集上分别下降了约9%和5%.
而当仅放开该约束时，模型的性能在 AWA2 数据

集上将会下降 8.1%，在 CUB数据集模型下降约 5%. 由

以上分析看出，生成流模块能够帮助我们更好地寻找

两个分布之间的映射关系，从而帮助测试集样本生成

更具有辨别力的语义原型及视觉原型 . 而L re损失则能

够使得模型生成更加真实的视觉特征并进一步提高解

码器网络的解耦能力 .
4. 5　预分类结果分析

为能够在一定程度上缓解模型的偏置问题，同时

也为能够更好地对数据本身的固有差异加以利用，本

文所提方法中采用一个预分类模块对测试集样本进行

可见类-不可见类的二分类处理 . 本节将对由式（17）计

算到的样本加权得分分别从分布以及数值上进行直观

的展示 .
对于图 4中所示的箱体图，箱体中间的红色横线表

示数据的中位数，上下边界则分别表示着数据分布的

上下四分位数，此外箱体上下的两条横线则分别代表

着数据分布的两个极值，红色标记则表示处于分布外

的离散值 . 容易观察到，图 4（a）和图 4（b）分别所示的

AWA2 与 CUB 数据集上的测试集得分有着相似的分

布，即在可见类与不可见类的得分分布上均有着较大

的差异 . 在两图中均有着不可见类别的极大值与可见

类的上四分位数较为接近，由此可以得出这样的结论：

至少能够保证 75%的样本准确地分类到它所属的集合

中去 .

而对于图 5中所示的散点图，图像的纵轴表示加权

得分，横轴表示全部的测试样本，并且蓝色“+”符号表

示可见类样本得分，而红色的“·”符号则表示不可见类

的样本得分 . 从图 5（a）与图 5（b）的对比中可以更加直

观地看出，在可见类与不可见类样本的加权得分上存

在着明显的分界线 . 结合图 4 可以看出本文中预分类

模块的有效性 .

4. 6　加权系数对模型的影响

在接收到测试集样本后，模型最终将同时生成视

觉原型与语义原型并在预分类模块中以这两个原型

为依据并根据式（17）计算该测试样本的加权得分来

进行二分类 . 本节将对式（17）中的加权系数 a 的取

值，即语义属性和视觉特征对分类结果的影响程度进

行讨论 .
图 6（a）与图 6（b）分别展示了加权系数在AWA2数

据集和CUB数据集上影响 . 由式（17）可知，a控制着语

义属性对加权得分V的影响程度 . 当 a = 0时，V完全取

决于视觉特征的影响；当 a = 1时，V完全取决于语义属

性的影响 . 从图 6（a）及图 6（b）可以看出，无论当V完全

依赖语义属性还是视觉特征，均不能保证模型能够取得

最好的分类表现 . 在AWA2和CUB数据集上，模型的性

能均更多地受到视觉特征的影响，并且当加权系数在

［0.1，0.3］之间时，模型的性能有着更好的表现 .

表3　各模块对模型分类性能的影响

消融模块

L
w\o Lflow

w\o Lre

w\oLflow +Lre

数据集

AWA2
Se

78.29
66.66
65.99
58.06

Un
61.21
50.37
56.05
42.04

H

68.71
57.38
60.61
48.77

CUB
Se

60.89
54.07
54.53
47.20

Un
53.32
47.49
49.65
44.43

H

56.85
50.56
51.98
45.78

注：w\o表示不使用该损失 .

图3　不同语义属性对模型在CUB数据集上的分类表现

(a) AWA2数据集 (b) CUB数据集

图4　预分类得分分布可视化

(a) AWA2数据集 (b) CUB数据集

图5　预分类得分数值可视化
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4. 7　类扩展分析

原始的数据集上存在着一些类别在视觉空间上有

着较大的类内差异但在语义空间上却共享唯一的语义

属性的不合理性 . 为此，本文对各类别进行了扩展，同

时为扩展后的各类别学习对应的语义属性向量 . 本节

将针对类扩展部分进行讨论与分析 .
图 7展示了四种数据集的可见类别在经过类别扩

展前后的平均类内差异，图中最左侧蓝色柱体与中间

的橙色柱体分别表示扩展前和扩展后的平均类内距

离，最右侧的针状图则展示了扩展前后平均类内差异

的比例 . 从图中可以看出，除在CUB数据集外，其余数

据集的平均类内距离均减小了 90% 以上，在 SUN 数据

集上甚至达到了 95%. 对于CUB数据集，在经过类别扩

展后，数据集的平均类内差异也减小了约80%.
回到我们的出发点，我们期望对每一个类别而言

都有足够的语义属性来进行描述 . 因此当我们对各类

别在视觉空间上完成扩展后，将继续通过式（1）实现在

语义空间上对类别的扩展，最后通过式（8）实现对不可

见类进行扩展 . 在上一部分我们验证了扩展后的各类

别在视觉空间上有着更小的类内差异，在这一部分将

进一步验证扩展后的语义属性的有效性 . 设M表示从

语义空间到视觉空间的映射函数，则有M =XA-1. 接着

利用M将不可见类的语义属性映射到视觉空间上以得

到各类别的视觉原型并通过计算各类别的真实视觉特

征到相应的视觉原型的平均距离作为衡量标准 . 本文

在粗粒度数据集和细粒度数据集中间分别选择了

AWA2与CUB进行实验并在表 4中展示了实验结果，表

中的扩展后（V1）与扩展后（V2）分别表示使用余弦相似

度和欧氏距离作为度量函数 .

表 4中的数据反映了数据集中各类别到伪视觉原

型距离的平均值，其值越小表示着该伪视觉原型更加

能够代表这个类别 . 从表 4中可以看出，无论是在粗粒

度数据集 AWA2 上还是在细粒度数据集 CUB 上，在经

过类别扩展后均有着更小的结果 . 由此可知，相比经过

类别扩展后的多语义属性信息而言，单一的语义属性

确实不能很好地用来描述各个类别 . 结合图 7来看，对

类别进行扩展无论是在语义空间还是在视觉空间，都

能更好地反应出类别内部的差异性，采用更多的语义

对这个差异进行描述也能够更好地帮助模型辨别各

类别 .
而在选择式（7）中的相似度函时，本文选择了余弦

相似度函数来衡量不可见类与可见类的语义属性之间

的相似性 . 这是由于在衡量语义属性向量之间的相似

性时，我们更希望在向量空间上保持相似，而非在数值

上保持着大小的相似性 . 从表 4 中可以看出，式（7）中

的相似度函数的选择对我们的类别扩展的思想并没有

太大的影响 . 此外，还可以看出，第三列中的结果是略

优于第四列的，这也在一定程度上反映了本文选择在

向量方向上保持相似性的有效性 .

(a) AWA2数据集

(b) CUB数据集

图6　加权系数a对准确率影响的分析

图7　类扩展前后可见类别的平均类内差异及其变化率

表4　类别扩展前在语义属性空间上的有效性分析

数据集

AWA2
CUB

扩展前

53.08
40.36

扩展后(V1)
39.97
30.37

扩展后(V2)
39.98
30.39
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5　结论

为缓解各类别中单一的语义属性无法很好描述类

别内存在较大视觉差异的问题，本文对原始的类别通

过聚类的方式进行了扩展并同时利用自编码器的方法

为每一个新类别学习新的语义属性，最终在原始数据

集中的视觉空间上对各类别内部进行了细化，同时也

在语义空间上学习了更加丰富的属性变量来充分描述

这些细化后的类内差异 . 出于对数据集中可见类与不

可见类在分布上具有天然差异的认知以及生成流模型

能够较好拟合两个任意分布的特点，本文以生成流网

络为基础构建了一种以预分类结果为基础的广义零样

本分类模型 . 最终通过大量的实验表明了本文所提方

法的有效性和优越性 .
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